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OZET

“Bilgi Cag1” ve “Bilgi Toplumu” gibi terimlerin siklikla kullanildig1 gliniimiizde, bilginin énemi daha agik bir sekilde
ortaya ¢ikmaktadir. Bilginin 6nemi arttig1 oranda o bilgiye ulasabilmeyi saglayan sistemlerin de dnemi artmaktadir.
Bilgisayar teknolojisindeki biiyiik gelismeler sayesinde, diinyanin herhangi bir yerinde iiretilen bilginin sayisal hale
getirilerek saklanmasi ve o bilgiye diinyanin herhangi bir yerinden ¢ok kisa siirede erisim miimkiin olmaktadir. Bununla
birlikte programlama dillerindeki biiyiik gelismeler sayesinde bilgiyi islemek ve istenen bilgiye erismek de
kolaylasmaktadir. Bu calismada, bilgiyi elde etmek amaciyla kullanilan Endiiktif Ogrenme teknikleri anlatilacak ve bu
alanda gelistirilen algoritmalar karsilastirilacaktir.
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RULE GENERATION METHODS OF INDUCTIVE LEARNING
ALGORITHMS AND COMPARISOIN OF THEIR PERFORMANCES

ABSTRACT

Frequent emphasis on the phrases such as “Information Age” and “Information Society” clearly expresses the
importance of knowledge in our daily life. As the importance of knowledge increases, so does the need for tools to
reach and retrieve the knowledge. Thanks to great developments in the computer technology, it is possible to store the
information generated miles away in an electronic format and retrieve it back quickly at any location in the world, when
needed. In addition, rapid developments in programming languages also made it easy to process the information and
access it in case of need. In this study, inductive learning techniques which are used to acquire information will be
explained and the algorithms developed for such purposes will be compared with each other.

Keywords - Inductive learning, Decision tree, Rule induction, Knowledge acquisition

1. GIRIS deneylerden elde edilebilir. Bir uzmandan bilgi elde etme,
karsilikli gorlismeler gerektiren, uzun zaman alan, dikkat
isteyen ve sistematik ¢aligmalar gerektiren bir islemdir.
Uzmanlar, uzmanlik bilgilerini giinliikk caligmalarinda
rahatlikla kullanabilmelerine ragmen, bunlar1 6zetleme ve
bir uzman sistemde kullanilabilir hale getirmede aymni
basartyr gosteremeyebilirler. Bu bilgilerin degerlen-
Bilgi, genel olarak bir uzmandan, konu ile ilgili  dirilmesi ve bir uzman sistem i¢in bilgi tabam haline
kaynaklardan, arsiv  bilgilerinden, gozlem veya  getirilmesi ayr1 bir uzmanlk ister. Bilgi tabaninin bu

Bilgisayar teknolojisinin biiyiik bir hizla gelismesi ile
beraber yapay zeka alaninda c¢ok biyik ve hizli
gelismeler yasanmaktadir. Bu gelismelerle beraber yapay
zekanin bir alt dali olan uzman sistemlerde de biiyiik
ilerlemeler kaydedilmektedir.
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yolla olusturulmasi hem uzun zaman almakta hem de
yiiksek maliyet gerektirmektedir. Ciinkii bu islemleri
yerine getirecek uzman kisilere ihtiyag duyulmakta, bu
elemanlart bulmak zorlagmakta ve istihdami da yiiksek
maliyet gerektirmektedir.

Bilginin elde edilmesine “bilgi kazanimi” denir.
Aragtirmacilar bilgi kazanimini, bir uzman sistemin
gelistirilmesinde en biiyiik darbogaz olarak kabul
etmektedirler. Feigenbaum [1] bu hususu soyle dile
getirmektedir:“Bilginin  gosterimi, kullanilmast  ve
kazanilmas: ile ilgili ¢oziilmesi gereken ¢ok Onemli
problemler vardir. Bunlardan bilgi kazanimi problemi en
6nemli kritik darbogazi olusturmaktadir”.

Biitin bu ve benzeri zorluklar arastirmacilari bu
darbogazi asmak igin alternatif teknikler gelistirmeye
sevk etmistir. Bu konuda bir¢ok teknik gelistirilmis ve
gelistirilmeye devam edilmektedir. Gelistirilen bu
tekniklerin amaci1 bilgi kazanimini otomatik hale
getirmektir. Bunlardan bir tanesi de ‘Endiiktif Ogrenme’
(Inductive Learning) teknigidir.

Endiiktif ~ 6grenme  alaninda  birgok  algoritma
gelistirilmistir. Bu algoritmalarmn kural {iretme yontemleri
arasinda farkliliklar olmasina ragmen, sonugta oOrnek
setini en iyi sekilde temsil eden kurallarn iiretilmesini
saglarlar.

Bu c¢alismanin ikinci bdoliimiinde endiiktif 6grenme
tekniginin ana hatlar1 {lizerinde durulmus, ig¢ilinci
bolimiinde endiktif 6grenme algoritmalart ve bu
algoritmalarin kural iretme metotlar1 agiklanmig ve
dordiincli bolimde ise bu algoritmalarin performanslari
kargilagtirilmistr.

2. ENDUKTIF OGRENME

Endiiktif  6grenme;  gozlem, deney veya  bir
veritabanindan elde edilen 6rnek setinden genel bilgi
cikarma teknigi ve otomatik bilgi kazanimi igin pratik
yaklagimlardan birisi olarak kabul edilir [2].

Son yillarda arastirmacilar endiiktif G&grenebilirligin
teorisi tizerinde c¢alismiglar ve temel teorik analizler
tizerinde endiiktif Ogrenmenin miimkiin olabilirligini
kanitlamay1 basarnuslardir. ilk olarak Vapnik ve
Chervonenkis [3] 6grenebilmenin bir 6l¢iisii olarak VC-
boyutu’'nu sunmuslardir. Daha sonra dgrenebilme
alaninda birgok teorik ¢calisma yapilmustir [4, 5].

Endiiktif o6grenmede “6grenme” kavrami ile egitme
orneklerinden bir kavramu en iyi agiklayan bilgilerin elde
edilmesi kastedilmektedir. Burada Omneklerden karar
kurallar1 denilen kurallar olusturulur. Orneklerden genel
ifadelere (kurallara) ulasildigindan endiiktif 6grenmeye
“timevarim 6grenme” de denilmektedir [6].
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Endiiktif O6grenme algoritmalarmin tasarimindaki en
biiyiik problem, diizensiz Orneklerden asir1 derecede
karmasik tanimlamalar1 tretmekten sakinmanin nasil
olacagidir. Bozuk, eksik, diizensiz verilerden 6grenme,
¢ok sayida verimsiz Ornekler tanimlama ve karmagsik
karar kurallarmin ¢ok sayida olmasina sebep olabilir. Bu

durumda iretilen kavram tanimi genellikle eksik
olmaktadir [6].
Genel olarak endiiktif oOgrenme asagidaki gibi

tanimlanabilir [7, 8]:
Verilenler:

e Bazi deney veya durumlar hakkinda bilgiyi gosteren
bir 6rnek seti (4).

o Gegici/kesin olmayan endiiktif iddia (bos olabilir).

o Gecmis bilgi K.

Bulunanlar:

e Ornekleri ifade eden ve gecmis K bilgisini temsil
eden bir & hipotezi. Bunun gosterimi hA K = A4

seklindedir. Bu ifade, 4 hipotezi ve gecmis K
bilgisinin, A Ornek setini ifade ettigini gosterir.
Burada A mantiksal ¢iktiy1 gosterir.

A’nin yapisma bagl olarak endiiktif dgrenmenin iki
miimkiin durumu vardir. Bunlar: danismanli  ve
danigmansiz. 4’daki 6rnekler 6nceden siniflandirilmigsa
bu 6grenmeye danigmanli, diger durumda danismansiz
olarak adlandirilir.

Bir 4 6rnek setinde e adet 6rnek ve s adet {d;,d,,...,d}
farkli smif olsun ve e(di), d; smnifina ait bir Ornegi
gostersin. 4’dan bilgi veya kavram 6grenme;

h:{Des(d,)} 1< i<s

olarak gosterilir. Burada Des(d;), d; sinifi kavramin
tanimidir. Herhangi bir endiiktif 6grenme prosediirii
tarafindan tahmin edilebilen iki sart vardir. Bunlar,
eksizlik ve tutarlilik sartidir. Eksiksizlik:

Ve(d,)e A(Des(d,) = e(d,))

Bu sart ile biitiin 6rneklerde, d; sinifi Des(d;) kavrami
tarafindan kapsanmalidir. Tutarlilik:

Ve(d,),e(d,) € Ale(d,) =~ Des(d,)) j#i
Bu sart endiiktif 6grenmede ¢ok Onemlidir. Des(d;)

kavrami, d; smnifina ait olmayan herhangi bir Ornegi
kapsamamalidir.
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Endiiktif 6grenme ile bir Ogrenme isleminde birkag
miimkiin ¢ikt1 elde edilmis olacaktir. A biitiin miimkiin
ciktilart igeren bir hipotez uzayi olsun. Endiiktif 6grenme,
bir / hipotezini bulmak i¢in H hipotez uzayinda bir arama
prosediirii olarak agiklanabilir. Arama islemini yaparken
eksiksizlik ve tutarlilik sartlarini g6z oniinde tutarak ayni
zamanda K ge¢mis bilgisini de tahmin eder [9,10].

Endiiktif 6grenmede kullanilacak olan bilgi 6rnek seti
olarak adlandirtlir. Bir o6rnek seti U olarak
tanimlandiginda, U’daki ornekler bir sart karakteristik
seti C={C,,C,,...,.C,} ve bir D={D,D,,...,D,} Kkarar
karakteristigi tarafindan tanimlanir. Karakteristiklerin
bilgi alan1 V tarafindan verilir (V={VV>,...,V,}). Herbir
C;eC olan C; karakteristiginin bilgi alan1 V; deger setidir.
Vi, Vi€V olan gozlemlenebilir bir deger setidir.

H’nin boyutu veya miimkiin hipotezlerin sayisi;

4

[H= 2.

i=l..n

Vs 2w+ 2w l+ T
i,j=l..n i,j,...k=l..n i=l..n
i#] i#j#. 2k

olarak hesaplanir. Sart karakteristikleri ikili degerlere
sahip ise |H| ;

[H]= 2,62

i=l..n

olur.

Burada agikc¢a goriilityor ki, n ¢ok biiyiik bir deger
oldugunda biitiin hipotez uzayini arastirmak pratik, hatta
miimkiin degildir.

Arama metodu, endiiktif 6grenme prosediirleri igin gok
onemlidir [10,11]. Arama metoduna alternatif olarak
hipotez uzaym: miimkiin olan en az seviyeye indiren
metotlar da gelistirilmistir [6,12].

3. ENDUKTIF OGRENME ALGORITMALARI

Ogrenme sonuglari ya kesin ya da tahmini sonuglar
olarak bir karar agaci veya bir kural seti seklinde
siniflandirilarak gosterilebilir. Karar agaci seklinde kural
tireten algoritmalar Bol-ve-Fethet yaklasimini, dogrudan
kural {ireten algoritmalar ise kapsama yaklagimim
kullanirlar.

Bol-ve-fethet yaklagimmi kullanan endiiktif 6grenme
algoritmalar1 bilgiyi bir karar agaci seklinde gosterirler.
Bu yaklagim, karar agaci kullamimindan dolay1
gereginden fazla kural tanimlamalar igerebilir. Ayrica
iretilen kurallardaki sart sayilarmin fazla olmasindan
dolay1 sonuglar basitlestirilmis sekilde degildir. Bir diger
dezavantaji ise, her ornek seti icin sadece bir tek karar
agact olusturmast ve bu agacin kural setine
doniistiiriilmesi ile ¢ok sayida kuralin iiretilmesidir. Bunu
engellemek icin
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budama yontemleri kullanilir. Bu durumda ise dogruluk
oraninda diistis olur.

Kapsama yaklagimin1  kullanan endiiktif 6grenme
algoritmalart bilgiyi dogrudan bir kural seti seklinde
gosterirler.

Karar agaci ve kural seti kavramlari Sekil 1°de gosterilen
iki sinifli siniflandirma problemi i¢in agiklanmistir.
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Sekil 1. Ornek seti

Sekil 1°deki 6rneklerin sekilsel gosterimlerini, endiiktif
O0grenme prosediirlerindeki gosterimini kolaylastirmak
icin Tablo 1°de gosterildigi gibi karakteristik-deger
sekline donistiiriilmiistiir. Tablo 1°deki 6rnekler dort sart
karakteristigi (C;, C, C; C,) ve bir karar karakteristigi
(Smif) tarafindan  tanimlanmugtir. Her bir sart
karakteristigi bir geometrik sekle karsilik gelmektedir.
Ornegin, C; daireyi (O ), C2 uzun ¢ubugu ( C_ )y,
C3 iiggeni ( A ) ve C4 ise kareyi ( O] ) gostermektedir.
Bir sart karakteristiginin degeri (C;), ilgili seklin birkag
elemanini (deger) gosterir [13].

Tablo 1’deki her bir satir bir 6rnegi belirtmektedir.
Ornegin, ikinci satir {C;=1, C,=2, C;=3, C,=2, Smif=1}
Sekil 1’deki ilk smifin ikinci drnegini gosterir. Burada; 1
adet daire, 2 adet uzun gubuk, 3 adet liggen ve 2 adet kare
bulunmaktadir.
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Tablo 1. Sekil 1 verilen 6rnek setinin karakteristik-deger bigimi

Ornek No C C, Cs C, Smif
1 2 2 2 0 1
2 1 2 3 2 1
3 2 2 2 1 1
4 1 2 1 1 1
5 2 0 3 0 0
6 2 2 3 1 0
7 2 2 1 2 0
8 2 2 0 1 0

Sekil 2, ornek setinden kural seti ve karar agaci
¢ikarimini gostermektedir. Kural setindeki ilk kural;

Eger 2 ii¢gen var ise I nolu sinifa aittir
seklinde yorumlanur.

Tablo 1°deki 6rnek veri seti kullanilarak iiretilen kurallar
asagida verilmistir (Kural seti REX-1 algoritmasi ile elde
edilmistir).

Kural 1 : Eger C;=2 ise  Smf=1
Kural 2 :EgerC, =1 ise  Smf=1
Kural 3 : Eger Ci=2ve C;=3 ise Smif=0
Kural 4 : Eger C;=2ve C3=1 ise Smif=0
Kural 5 : Eger C;=0 ise  Smif=0

Tablo 1°deki 6rnek seti igin iiretilen karar agact Sekil
2’de verilmistir (Karar agaci, C4.5 algoritmasi
kullanilarak elde edilmistir) [14].

Sekil 2. Karar agac1.

3.1. Karar Agaci1 Tabanh Algoritmalar

Karar agaci-tabanli algoritmalar, genellikle karar agacin
olusturmak i¢in en biiyiik bilgi kazancim1 veren
Ozelliklerden arama yapmak igin bilginin entropi
Ol¢iisiinii kullanirlar [14,15]. Bu amagla karar agacini
olugturmak i¢in 6rnek setini kiiciik alt setlere bolerler.
Karar agaci gelistirme prosediirii, egitme Orneklerini
kullanicinin belirledigi sonlandirma Slgiitiine gére dogru
smiflandirilincaya kadar devam eder.

Karar agaci-tabanli algoritmalar Bol-ve-Fethet metoduna
gore islem yaparak ornekleri alt setlere ayirirlar. Bol-ve-
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Fethet endiiktif 6grenme metodunun ana fikri, bir 6rnek
setini, her bir alt sette sadece tek bir sinif kalincaya kadar
alt setlere ayirir. Bu metodun sonucu bir karar agaci
seklindedir. Genel olarak Bol-ve-Fethet endiiktif 6grenme
prosediirii agagidaki gibidir:

1. Verilen S 6rnek seti, S;;, S}, ...,S;, seklinde alt
setlere ayristirilir. Bu;

§=US,, and (1S,,=¢ seklinde ifade edilir.

2. Her bir §; alt seti i¢in, S;;’de tek bir sinif varsa
ayristirma islemi tamamlanir ve buraya bir sinif
etiketi olarak diigiim konur.

Sekil 3’te ayristirma prosediirii gosterilmistir. Burada, bir
smifi gostermek {lizere diigiim olarak dikdortgen sekli
kullanilmigtir. Prosediiriin baglangi¢ noktasi en diisiik
ayristirma  seviyesini gosterir. Bir diisiik ayristirma

seviyesinde bir diagim gorilebilir. Bunlar yiiksek
seviyelerden daha geneldir. Ayrica ayni ayristirma
seviyesinde ‘cocuk’ diigimii ile onlarin ‘ebeveyn’

diigiimii arasindaki iligkiler i¢in;
S(l,i)..(l,j) = LkJS(l,i)..(l,j)(l-H,k)
ve
QS(I,IA)A..(L/’)(H»IJC) =¢

ifadeleri yazilabilir. Buradaki / ayristirma seviyesini
gosterir.

S=(C,D,V) bir ornek seti olarak alindiginda, bu 6rnek
setindeki  elemanlar  sirasiyla; C={CI,C2,...,Cn}
karakteristik setini, V={V1,V2,...,Vn} degerler setini ve
D={D1,D2,....Dn} ise karar karakteristik (sinif) setini
belirtir. Tablo 1’de verilen Ornek seti, Bol-ve-Fethet
endiiktif 6grenme metoduna gore ¢ok farkli alt setlere
ayristirllabilir.  Bu  6rmnek  seti; C={C1,C2,C3,C4},
V={V1,V2,V3,V4}={{1,2}, {0,1,2}, {0,1,2,3}, {0,1,2}} ve
D={0,1} bilgilerinden olusmustur. Bu bilgilere gore 239
miimkiin alt set olusturulabilir. Bu metot ile her bir
diigiimdeki ayristirmalar optimize edilerek verimli ve
kabul edilebilir bir yap1 elde edilebilir.

Karar agaglar1 olusturulduktan sonra, agacin her dali bir
kural olusturacak sekilde kurallara doniistiiriiliir. Ancak
karar agacim1  karar kurallarina ¢evirmenin bazi
dezavantajlart vardir [15] ve karar agaclart ile islem
yapmak olduk¢a zordur. Her 6rnek seti igin bir tek karar
agact olusturulmasindan dolayr kok olarak secilen
karakteristik biitin kurallarda yer alacaktir. Bunun
sonucu olarak bir¢ok gereksiz kural iiretilecek ve tiretilen
kurallar ¢cok sayida sart ifadesi icerecektir.
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Sekil 3. Bol-ve-Fethet endiiktif 6grenme metodunda ayristirma
prosediirii

Herhangi bir smiflandirma hakkinda bilgi elde etmek
biitin agacin gozden gecirilmesini gerektirir. Bir
problemi ¢6zmek, karar agacini kurallara doniistiirmekle
miimkiindiir. Ancak agaclar tarafindan gosterilemeyecek
kurallar da vardir. Ornek olarak, asagidaki kural seti
verilsin.

Kural 1: EGERa=1VEb=11ISE Smif=1
Kural 2: EGER¢c=1VEd=11ISE Smif=1

Kural-1 ve Kural-2’nin Sinif 1’i kapsadigini ve diger tiim
kurallarin ise Smif 2’ye ait oldugu kabul edildiginde, her
iki kural tek bir aga¢ tarafindan gosterilemez. Ciinki
agacin kokii bir karakteristige gore ayrilir ve her iki
kurala ait olan bir karakteristik yoktur. Bu durumu
gostermek i¢in verilen kurallara bir sartin fazladan
eklenmesi gerekecektir. Bu da sonucta en az bir fazla
kuralin ¢ikmasina sebep olacaktir [16].

Karar agacini kullanan ilk algoritma, Hunt [17] tarafindan
geligtirilen =~ CLS  (Concept  Learning  Sytem)
algoritmasidir. CLS serisi algoritmalarin toplam sayisi
dokuzdur. Bunlardan ilk sekizi sadece iki sinifli drnek
setleri ile ¢alisabilirken, CLS9 algoritmasinda ¢ok sinifli
ornekler ¢oziilebilmektedir. Daha sonra Quinlan [9]
tarafindan ve bu metodu kullanan ID3 ailesi algoritmalar1
geligtirilmigtir. (ID3, ASSISTANT ve C4.5). ID3
algoritmasinda, ayristirmaya rehberlik edecek bir bilgi
Ol¢iisti (entropi) kullanilmistir. Bilginin entropisi (1) ve
(2) esitlikleri yardimiyla hesaplanir.

I(S)=—Zp(D=d,-)log2 p(D=d,) M
S

E(C,S)= ) uzr(Sj) 2
Ci=vy |S|

Vi €V;
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1(S), S ornek setinin bilgi degerini gosterir. E(C;, S), C;
smifindaki Orneklere ait bilginin entropisini gdsterir.
Bilgi kazanci ise (3) esitligi ile hesaplanir.

Kazang(C,,S) = 1(S) - E(C,,S) 3)

ID3 algoritmast bilgi kazancini maksimize eden bir
karakteristigi kok diigiim olarak seger. Her diigiim igin
ilgili alt setin bilgi kazanci hesaplanarak bu diiglime gore
alt setlere ayristirma islemine, her diigiimde tek sinif
kalincaya kadar devam edilir.

Daha sonra, ID3 endiiktif 6grenme algoritmalarinin bir
serisi gelistirildi. Bu seri ID3 ailesi algoritmalari olarak
adlandirilir [18]. ID3 algoritmasinin versiyonlart, ID3-1V
[19], GID3 [19], ID4 [20], ID5 [21], ID5R ve ID5R-hat
[22] olarak sayilabilir.

ID3 algoritmasinin devami olarak gelistirilen C4.5
algoritmasi, ID3 algoritmasinin endiistriyel versiyonu
olarak kabul edilmekte ve bugilin birgok uzmanlik
alaninda yaygin olarak kullanilmaktadir [23]. ID3’lin
gelismis bir sekli olan C4.5 algoritmasinin en biiylik
ozelligi karar agacinin gereksiz dallarini tespit ederek
budamasidir. Bu algoritmanin bir diger 6zelligi ise eksik
veri ve sayisal degerlerle de calisabilmesidir.

Karar agaci iireten bir diger algoritma ise Breiman
tarafindan gelistirilmistir:. CART (Classification and
Regression Trees) [24]. CART, her diigiimindeki tim
karakteristikleri birer birer aragtirir. Her bir karakteristik
i¢in en ¢ok katkiy1 saglayan en iyi ayrigtirmay1 bulur ve n
adet aday igerisinden en iyi ayrigtirmayr seger. Sayisal
verileri islemek iizere tasarlanan bu algoritma Bol-ve-
Fethet endiiktif 6grenme metoduna gore islem yapmakta
ve sadece ikili karar agaci olugturmaktaydi.

Daha sonra karar agacinin kisa olmasini saglamak i¢in
Crawford [25] tarafindan CART algoritmasinin uzantisi
olan OC1 algoritmast ile GDT-NR ve GDT-RS [26]
algoritmalar gelistirilmistir.

3.2. Kural Tabanh Algoritmalar

Kural-tabanli algoritmalar kapsama metodunu kullanirlar.
Bu metot verilen drnek setinden daha genel kurallar elde
etmek i¢in 6rnek setini siniflara ayirir. Kapsama metodu
verilen Ornek setine dayali bir kural uzayi hipotezi kurar.
Bu kural uzay1 hipotezi, arama iglemleri boyunca elimine
edilerek en genel kurallar bulunmaya c¢aligilir. Kural
uzay1 hipotezi versiyon uzay: olarak adlandirilir.

Ilk olarak Mitchell [8], kapsama metodunu kullanarak
aday-eleme algoritmasmi gelistirmistir. Bu metodu
kullanan algoritmalar asagidaki mantiga gore islem
yaparlar:
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S bir ornek seti ve H versiyon uzay: kabul edildiginde,
ornekler smiflarina gére pozitif veya negatif olarak
smiflandirtlirlar.  Segilen 6rnek ile ayni sinifta olan
ornekler pozitif olarak kabul edilirken, diger tiim siniflara
ait ornekler negatif olarak dikkate alinir. Baglangigta H,
verilen pozitif Oorneklerdeki tim miimkiin kavramlari
kapsar. Bu durumda gosterilen orneklerdeki gereksiz
aday kavramlar H’dan elenerek, sadece bir sinifa ait
kavramlarin kalmasi saglanir. Eleme islemi soyle yapilir:
Pozitif 6rneklerde gosterilen ve H’yi genelleyen tiim 6zel
kavram tanimlamalari H’den silinir. Bu islem negatif
siniflar iizerinde de tekrarlanarak c¢ok genel kavram
tanimlamalar1 elde edilir. Bu yolla H, sadece istenen
kavram tanimlamalar1 kalincaya kadar kademeli olarak
kiigiiltiiliir. Ogrenilen kavramlar ‘Eger tamm ise karar’
seklinde kurallar ile gosterilir. Bu algoritma verilen 6rnek
setinden ¢ok sayida kabul edilebilir kavrami bulabilir.
Ancak, cok biiyiikk Ornek seti igin baslangigta H’1
olusturmak ¢ok zor, hatta baz1 durumlarda imkansizdir.

S bir drnek seti olduguna gore, pozitif set (S*) ve negatif
set (S7) olmak iizere boliinebilir. "’ daki 6rneklerin hepsi

ayni smifa aittir ve ST US =8 ve STNS =4
olur.

Kapsama metodunu kullanan diger bir algoritma ise
Michalski  tarafindan gelistirilen  AQ ailesi
algoritmalaridir [27]. Bu algoritmalarda kullanilan
yontem aday-eleme algoritmalarindaki ile benzerdir.
Farkli olarak baslangigta olusturulan H, bos tanimlamalar
ierir.

Dogrudan kural ireten algoritmalara, AQ Ailesi, CN2,
RULES ailesi [28], ILA-1 [29], ILA-2 [30], ve REX
Ailesi [31] algoritmalari 6rnek olarak verilebilir.

4, ENDUKTIF OGRENME ALGORITMALARININ
PERFORMANSLARINI KARSILASTIRMA

Performans karsilastirmalar1 i¢cin en yaygin kullanilan
algoritmalar ile gercek hayattan alinmig toplam 11 adet
veri seti secilmistir [bkz. 32,33]. Bu veri setlerinin kural
cikarma (egitim seti) ve ¢ikarilan kurallari test etmek (test
seti) i¢in iki farkli seti bulunmaktadir. Bu veri setleri ile
ilgili bilgiler Tablo 2°de verilmistir. Tablo 3, Tablo 4 ve
Tablo 5’te verilen REX algoritmalarina ait sonuglar
tarafimizdan, diger algoritmalara ait sonuglar ise ilgili
referanslardan elde edilmistir.

4.1. Karar Agaci Algoritmalari ile Performans
Karsilastirma

Monk1, Monk2 ve Monk3 ornek setleri (bkz. Tablo 2),
karar agaci {reten algoritmalar olan [D3, C4.5,
C4.5Rules, C4.5Prune, j-Pruned ile dogrudan kural
ireten algoritmalar olan REX ailesi algoritmalar
kullanilarak iiretilen kurallar Tablo 3’te ve dogruluk
oranlar1 ise Tablo 4’te gosterilmistir [bkz. 34,35,36,37].

Endiiktif Ogrenme Algoritmalarinin Kural Uretme Yontemleri ve
Performanslarinin Karsilastirilmasi, O. Akgébek

Bu sonuglara gore yapilan karsilastirmalar asagida
verilmistir:

e Monkl problemi i¢in Tablo 3’teki bilgilere gore en
az sartla en az kurali lireten algoritmanin C4.5Prune
oldugu goriilmektedir. Ancak Tablo 4’teki dogruluk
oranlarma bakildiginda bu algoritmanmn dogruluk
oraninin  %75.7 oldugu ve bu oranmn diger
algoritmalara gore diisiik oldugu goriilmektedir.
Monk1 problemi ig¢in en yiiksek dogruluk oram
degerleri C4.5 (%93.5) ve REX (%97.2, %97.2,
%96.8) ailesi algoritmalarina aittir. Bu algoritmalarin
kural sayilarit ise C4.5prune disindaki diger
algoritmalardan ¢ok daha disiiktiir. C4.5 algoritmasi
31 adet kural ile %93.5 dogruluk oranma ulasirken,
REX-1 algoritmas1 21 kural ile %97.2 dogruluk
oranina ulagmigtir.

Tablo 2. Egitim ve test veri setlerine ait 6zellikler [32, 33]

Ornek Seti [Egitim Seti _ Test Seti Karakteristik
Ornek Sayisi Ornek Sayist Sayisi
Vote 300 135 16
Monkl 124 432 6
Monk?2 169 432 6
Monk3 122 432 6
Zoo 67 34 16
Lenses 16 8 4
Parity5+5 100 1024 10
Tic-Tac-Toe 638 320 9
Splice 700 3170 60
Promoter 106 40 57
Iris 70 80 4

e Monk?2 problemi i¢in Tablo 3’teki bilgilere gore en
az kural {ireten algoritmalar sirasiyla j-pruned (22)
ve C4.5 Prune (55) algoritmalaridir. Tablo 4’teki
bilgilere gore bu algoritmalarin dogruluk oranlari ise
J-pruned i¢in %55.7 ve C4.5prune i¢in  %65.0’dur.
Oysa, REX-1 algoritmasi 78, REX-2 algoritmasi 83
ve REX-3 algoritmasi ise 79 adet kural dretmistir.
Kural sayilarinin diger iki algoritmadan yiiksek
olmasma karsilik, dogruluk oranlar1 REX-I igin
%76.2, REX-2 i¢in %75.7 ve REX-3 igin ise
%76.9’dur. Bu bilgiler dogrudan kural tireten REX
ailesi algoritmalarinin dogruluk oranlarmin ¢ok daha
yiiksek oldugunu gostermektedir.

e  Monk3 problemine gore en az kurali tireten j-Pruned
ve C4.5Prune algoritmalaridir. Bu algoritmalar
tarafindan {iretilen kural sayilar1 sirasiyla 13 ve
20’dir. Monk3 veri setini, j-Pruned %90.9 ve C4.5
prune %97.2 dogrulukla siniflandirmigtir. REX-1
algoritmast ise 26 kural ile %93.5 dogrulukla
smiflandirabilmigtir. Bu bilgiler, Monk3 problemi
icin C4.5prune algoritmasinin ¢ok daha iyi bir sonug
iirettigini gostermektedir.
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Tablo 3. Monk problemleri i¢in elde edilen kural sayilari

Algoritma Monk1 Monk2 Monk3
D3 53 105 30
C4.5 60 113 27
C4.5 Prune 9 55 20
C4.5 Rules 31 97 23
j-Pruned 15 22 13
REX-1 21 78 26
REX-2 21 83 24
REX-3 22 79 26
Endiiktif Ogrenme algoritmalart arasinda en iyi

algoritmalar olarak C4.5 algoritmalar1 kabul edildiginden,
bu sonuglara gore REX ailesi algoritmalar ile elde edilen
sonuglarin ¢ok iyi oldugu rahatlikla sdylenebilir. Ciinkii
bu algoritmalar verilen egitim setinden daha az sayida
kurallar iiretmekte ve test verilerine gore yiiksek dogruluk
oraninda sonug¢ vermektedirler.

Tablo 4. Test veri setleri kullanilarak elde edilen dogruluk oranlar1

Algoritma Monk1 Monk2 Monk3 Ortalama
ID3 81.00% 69.90% 91.70% 80.87%
C4.5 82.40% 69.70% 90.30% 80.80%
C4.5 Prune 75.70% 65.00% 97.20% 79.30%
C4.5 Rules 93.50% 66.20% 96.30% 85.33%
j-Pruned 67.80% 55.70% 90.90% 71.47%
REX-1 97.20% 76.40% 93.50% 89.03%
REX-2 97.20% 72.20% 89.40% 86.27%
REX-3 96.80% 76.90% 91.00% 88.23%

4.2.Gercek Veri Setleri ile Performans Karsilastirma

Tablo 2’deki verileri kullanarak, algoritmalar tarafindan
her veri seti igin elde edilen dogruluk oranlari Tablo 5’te
verilmistir [bkz. 29,30,35,37,38]. Elde edilen bu degerler,
%1 dogruluk oranlarmma gore siralandiklarinda en
yiiksek dogruluk oranini saglayan algoritma olarak REX-
1 algoritmast goriilmektedir. Tablo 5’teki koyu (bold)
yazilar en yiiksek degerleri gostermektedir. Buna gore
C4.5Rules algoritmas1 3, C4.5Prune algoritmasi 2, ID3
algoritmas1 3, ILA algoritmasi 3, ILA-2 algoritmasi 4,
OC1 algoritmast 2, CN2 algoritmast 3, REX-I
algoritmasi1 6, REX-2 algoritmasi 4 ve REX-3 algoritmasi

3 oOrnekte en yiiksek dogruluk oranlarinda kural
tretmislerdir.
Tablo 5°teki oOrnek setlerinin ortalama dogruluk

oranlarma gore en yiiksek dogruluk orani %86.92 ile
REX-1, ikinci en yliksek dogruluk oranmi1 %85.42 ile REX-
3, Ugiincil en yiiksek dogruluk orant %84.07 ile CN2 ve
dordiincii en yiiksek dogruluk orani ise %84.03 ile REX-2
algoritmasina aittir.

Endiiktif Ogrenme Algoritmalarinin Kural Uretme Yontemleri ve
Performanslarinin Karsilastirilmasi, O. Akgébek

5. SONUCLAR

Herhangi bir problemi ¢6zmek i¢in kullanilacak
algoritmanin se¢imi ¢ok dnemlidir. Dikkat edilecek temel
iki kavram vardir: Birincisi; O6rnek setini en iyi
smiflandirabilen bagka bir ifade ile dogruluk orani en
yiiksek olan algoritmanin, digeri ise; en az sayida kural
iireten algoritmanin segilmesidir. Ciinkii biiyiik bir 6rnek
setinden dretilen kurallarn  ¢ok sayida olmasi
kacinilmazdir. Bir o6rnek verinin bu kurallara gore
degerlendirilerek bir sonug elde edilmesi tiim kurallarin
ve bu kurallarda yer alan sartlarin kontroliine goére yapilir.
Bundan dolay1 hizli sonu¢ {iretilmesini gerektiren
durumlarda kural sayisinin az olmasi biiyiik 6nem tasir.

Endiiktif 6grenme alanindaki algoritmalar iki farkli
yaklasgim  kullanarak ~ kural  ¢ikarma  islemini
gerceklestirmektedir. Karar agaci yaklagimini kullanan
algoritmalar sadece bir karar agacina gore kural
iiretmelerinden dolayi fazla sayida kural ¢ikmasina sebep
olmaktadir. Bunu engellemek i¢in az 6neme sahip olan
kurallar budanmaktadir [bkz. 39]. Dogrudan kural {ireten
algoritmalar ise bilginin degerini Slgmeden kural
iirettiklerinden, gereksiz bilgi igeren kurallarin ¢ikmasina
sebep olmaktadir. CN2, C4.5 ailesi ve REX ailesi
algoritmalarmin o6zellikle entropi Olgiisiine gore kural
iiretmelerinden dolayr daha iyi sonuglar {irettikleri
goriilmektedir.

REX ailesi algoritmalarinin sonuglari dikkate alindiginda,
gelistirilecek yeni endiiktif 6grenme algoritmalarinda
sadece arama yontemlerini kullanmak yerine, bilgi
Olgilisiinii kullanmak ve buna gore kurallar elde etmek
algoritmanin daha az sayida kural iiretmesi ve daha
yiiksek dogruluk oranina sahip olmasi bakimindan yararl
olacaktir.
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Tablo 5. Algoritmalar tarafindan elde edilen dogruluk oranlari (%)

Endiiktif Ogrenme Algoritmalarinin Kural Uretme Yo6ntemleri ve

Performanslarmin Karsilastiriimasi, O. Akgobek

Ornek Seti gilzs g:u.tsle 1D3 ILA 1ILA-2 0OC1 CN2 REX-1 REX-2 REX-3 Ortalama
Vote 95.6 97.0 94.1 94.8 97.0 96.3 95.6 97.0 89.6 89.6 94.66
Parity5+5 50.0 50.0 50.8 51.2 50.0 52.4 53.0 64.7 63.8 64.7 55.06
Monk1 93.5 75.7 81.0 100 100 91.2 98.6 97.2 97.2 96.8 93.12
Monk2 66.2 65.0 69.9 78.5 59.7 96.3 75.4 76.4 72.2 76.9 73.65
Monk3 96.3 97.2 91.7 88.2 100 94.2 90.7 93.5 89.4 91.0 93.22
Zoo 85.3 85.3 97.1 91.2 88.2 73.5 82.4 97.1 85.3 88.2 87.36
Lenses 62.5 62.5 62.5 50.0 62.5 375 62.5 62.5 62.5 62.5 58.75
Tic-Tac-Toe 98.1 82.2 80.9 98.1 84.1 85.6 98.0 97.1 97.1 98.0 91.92
Splice 92.7 90.4 89.0 67.9 73.4 91.2 84.5 83.7 83.2 89.0 84.50
Promoter 97.5 95.0 100 100 97.5 87.5 100 100 100 97.5 97.50
Ortalama 83.77 80.03 81.7 81.99 81.24 80.57 84.07 86.92 84.03 85.42
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